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What kind of networks? (1/3)

Protein interactions networks (PIN)

Figure: Yeast Protein Interaction Network. Source:
http://www.bordalierinstitute.com/images/yeastProteinInteractionNetwork.jpg



What kind of networks? (1/3)

Protein interactions networks (PIN)

I Describe possible physical interactions between proteins
(formation of protein complex, phosphorylation cascade).

I Public databases store interactions known from the literature.

I Many interactions are based on yeast two-hybrid experiments,
inducing many false positive.



What kind of networks? (2/3)

Metabolic networks

Figure: Glycolysis pathway.



What kind of networks? (2/3)

Metabolic networks

I Describe chemical reactions between metabolites (small
molecules) transforming a substrate to a product.

I Most reactions need to be catalyzed by enzymes and are
considered to be reversible.

I The metabolic networks are mostly inferred using comparative
genomics techniques, inducing many false negatives.

I Modeled using oriented hypergraphs.

Tous les modèles mentionnés jusqu’ici peuvent être orientés ou non orientés,
selon que les réactions sont réversibles ou pas. Un graphe orienté est un
graphe où chaque arête a une origine et une destination. Pour un graphe
simple, chaque arête est alors une paire orientée. Pour un hypergraphe, une
hyperarête orientée correspond à plusieurs sources et plusieurs destinations
(voir Fig. 2.3).

Fig. 2.3 – Hypergraphe orienté correspondant au réseau : A+B → C, C →
D.

Dans le cas d’un réseau où toutes les réactions sont irréversibles (resp.
réversibles), on choisit de modéliser le réseau par un graphe orienté (resp.
non orienté). Dans le cas intermédiaire où certaines réactions sont réversibles
et d’autres ne le sont pas, alors on utilise un graphe mixte (certaines arêtes
sont orientées et d’autres ne le sont pas).

Enfin, on peut noter que l’utilisation d’arêtes non orientées dans le cas
d’une réaction réversible laisse encore une ambigüıté (plusieurs réseaux peuvent
avoir la même représentation), même quand on utilise un graphe biparti ou
un hypergraphe. Un exemple est donné dans la figure 2.4.

Fig. 2.4 – Graphe biparti correspondant à deux réseaux possibles : A+B ↔
C+D ou A+C ↔ B+D.

On constate que l’orientation ne rend pas compte de la différence entre
substrats et produits, ou devrait-on dire entre composés de gauche et com-
posés de droite (puisque les termes substrats et produits impliquent une
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What kind of networks? (3/3)

Gene regulatory networks

16 CHAPITRE 1. INTRODUCTION

code pour un acide aminé spécifique. Un ARNm définit ainsi une suite d’acides aminés qui sont
assemblés pour former la protéine correspondante.

1.1.2 Un système organisé en réseaux de régulation.

Malgré la multiplicité des conditions d’expression d’un gène donné, certains groupes de gènes
présentent des niveaux d’expression proches dans de nombreuses conditions biologiques. En effet,
les protéines n’assurent pas leur rôle dans la cellule de manière individuelle : il peut s’agir de la
formation, à un moment donné, de complexes protéiques c’est-à-dire d’amas de plusieurs protéines
liées chimiquement. Plus fréquemment, diverses protéines interviennent de façon consécutive dans
une cascade de réactions chimiques, on parle alors de voies métaboliques. Pour que cette colla-
boration entre protéines et/ou ARN puisse avoir lieu, il est nécessaire que l’expression des gènes
d’un organisme soit contrôlée et coordonnée.

Fig. 1.2 – Activation de la transcription d’un
gène.

Il existe en effet des mécanismes de régulation
de l’expression des gènes. Certaines protéines sont
connues pour être des facteurs de transcription.
Ces protéines favorisent ou au contraire inhibent
l’expression d’autres gènes. Elles peuvent se lier
à des sites spécifiques, appelés sites de fixation,
dans les régions régulatrices des gènes. Ces régions
peuvent se trouver en amont du gène comme sur la
Figure 1.2 mais aussi en aval, et pas nécessairement
à proximité du gène. En se fixant à l’ADN, seul ou
en formant des complexes les uns avec les autres, les
facteurs de transcription peuvent activer ou inhi-
ber la transcription de leur(s) gène(s) cible(s). Les
facteurs de transcription peuvent de plus être eux-mêmes régulés, dans ce cas ils participent à une
voie de régulation. Ces protéines jouent un rôle clé dans les mécanismes de régulation d’un or-
ganisme et la connaissance de certaines d’entre elles représente une information particulièrement
intéressante pour la reconstruction d’un réseau de régulation.

Fig. 1.3 – Réseau PDR de S. cerevisiae.

Ainsi, un gène cible peut être régulé par une
combinaison de facteurs de transcription et un fac-
teur de transcription peut réguler plusieurs gènes
cibles. Un des principaux défis actuel est de com-
prendre ces phénomènes de régulation entre les
gènes. Il s’agit de représenter l’ensemble des re-
lations de régulation caractéristiques d’un proces-
sus sous la forme d’un graphe dont les noeuds
sont les gènes (facteurs de transcription et gènes
cibles) et les arêtes orientées représentent des ef-
fets transcriptionnels activateurs ou inhibiteurs
[WLL04, GF05]. Le réseau “PDR” représenté Fi-
gure 1.3 a ainsi été identifié par l’équipe Génomique
de la Levure (ENS, Paris) pour la résistance aux

produits toxiques chez la levure S. cerevisiae.
Un tel réseau de régulation peut être reconstruit grâce à la mise en oeuvre de différentes tech-

niques comprenant entre autres la détection de gènes, l’identification de facteurs de transcription,
la recherche de sites de fixation dans la séquence d’ADN, la détection de la capacité pour deux

Figure: PDR network in S. cerevisiae. Source: Lab. Génomique de la levure, ENS.



What kind of networks? (3/3)

Gene regulatory networks

I Describe regulations (inhibitions or activations) of gene
expressions, by other genes.

I Oriented graph, with positive or negative label.

I Either static or dynamic (in time).

I Mostly statistically inferred from transcription data sets.

1.5. RECONSTRUIRE UN RÉSEAU GÉNÉTIQUE 25

1.5 Approches statistiques pour la reconstruction de réseaux
génétiques

1.5.1 Modélisation dynamique des motifs de régulation

Une fois que l’on a déterminé un ensemble de gènes à étudier, il s’agit de déterminer le
rôle de chacun. Les puces à ADN permettent d’observer l’expression de l’ensemble de ces gènes
simultanément et offrent ainsi un point de vue global sur le comportement de ce système. Ceci
constitue une source de données considérable dont il s’agit de tirer le maximum d’information.
Pour cela, on introduit le processus X décrivant l’intensité d’expression de p gènes sur n instants
successifs,

X = {X i
t ; 1 ≤ i ≤ p, 0 ≤ t ≤ n},

où chaque variable aléatoire X i
t représente l’intensité d’expression du gène i à l’instant t. Ainsi le

vecteur Xt, de dimension p, décrit le niveau d’expression de l’ensemble des gènes observés au temps
t et le vecteur X i, de dimension n, le profil d’expression du gène i tout au long de l’expérience. Il
s’agit alors d’appréhender les relations qui existent entre les différents gènes observés à partir de
l’observation de ce processus.

Jusqu’ici, un grand nombre d’approches ont été utilisées pour décrire des systèmes de régulation
et en particulier dans le but de reconstruire un graphe, orienté ou non-orienté (voir [DJ02, BJ05]
pour une synthèse). Il s’agit de mettre en évidence des motifs de régulation comme celui représenté
Figure 1.10 par exemple. Une arête tracée du gène G1 vers le gène G2 traduit le fait que la protéine
codée par le gène 1 (facteur de transcription) régule l’expression du gène 2.

!

+
+! 1 2 3G G G

Fig. 1.10 – Exemple de motif de régulation.

Une approche assez communément établie aujourd’hui repose sur les modèles graphiques gaus-
siens ou GGM pour Graphical Gaussian Model [SS05a, SS05b, WK00a, TH02a, TH02b, WYS03,
WMH03]. On suppose pour cela que l’ensemble des niveaux d’expression des p gènes observés est
un vecteur gaussien (Y i)i=1..p dont on observe des répétitions. Chaque gène i est représenté par
un noeud Y i et l’on trace une arête entre deux noeuds dès que les niveaux d’expression correspon-
dants Y i et Y j sont corrélés conditionnellement à l’ensemble des niveaux d’expression observés.
Le graphe ainsi obtenu est appelé graphe de concentration. Si l’on observe un phénomène gouverné
par le motif de la Figure 1.10 par exemple, on s’attend à inférer le graphe représenté Figure 1.11.
Ce graphe permet bien de retrouver que la dépendance entre les variables Y 1 et Y 3 se fait par
l’intermédiaire de la variable Y 2.

L’approche GGM permet en effet de détecter uniquement les relations de dépendance directes
entre les différents niveaux d’expression. On évite ainsi de tracer une arête entre deux gènes dont
les niveaux d’expression sont corrélés en raison de leur lien respectif avec un troisième gène par
exemple. En revanche, il n’est pas possible de représenter certains motifs comme les boucles de

Figure: Example of a regulatory motif. Source: S. Lèbre.



Challenges

Main issues

I Analyzing large data sets (thousands of nodes and edges),
with many noise.

I Identifying structures (motifs, groups, etc).

I Observed networks are sampled from existing ones.
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Inference of gene regulatory networks from transcription
datasets

Infer the interactions between genes from microarray data.

Microarray gene expression data,
p genes, n experiments Which one interact/ are co-expressed?

G0 G1

G2

G3

G4

G5

G6

G7

G8

G9

Major Issues

I combinatory issue: 2p2
possible graphs,

I high-dimensional statistical problem: n � p.



Inference of gene regulatory networks from transcription
datasets

Infer the interactions between genes from microarray data.

Microarray gene expression data,
p genes, n experiments
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Major Issues

I combinatory issue: 2p2
possible graphs,

I high-dimensional statistical problem: n � p.



Methods for graphs inference

General assumptions

I Inference relies on the partial correlation structure of the data.
Ex: If conditional on X3, we have X1 ⊥ X2, then no spurious
edge between X1 and X2

X1 X2

X3
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I Graphical models (Bayesian networks, Gaussian graphical
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Methods for graphs inference

General assumptions

I Inference relies on the partial correlation structure of the data.

I Graphical models (Bayesian networks, Gaussian graphical
models, etc).

Main approaches (either static or dynamic)

I Shrinkage approach [Schäfer & Strimmer 05].

I Partial order correlations
Ex: at order 1: For any i, j search if there is a k such that
conditional on Xk, we have Xi ⊥ Xj .



Methods for graphs inference

General assumptions

I Inference relies on the partial correlation structure of the data.

I Graphical models (Bayesian networks, Gaussian graphical
models, etc).

Main approaches (either static or dynamic)

I Shrinkage approach [Schäfer & Strimmer 05].

I Partial order correlations
[Wille & Bühlmann 06, Castelo & Roverato 06, Lèbre 09].

I Penalized methods (lasso) in GGMs. If X ∼ N (0,Σ) and
K = Σ−1, then K encodes the partial correlations and we
look for
K̂ = ArgminK{log lik(K) + ρ

∑
i6=j |Kij |}

giving a sparse solution.



Methods for graphs inference

General assumptions

I Inference relies on the partial correlation structure of the data.

I Graphical models (Bayesian networks, Gaussian graphical
models, etc).

Main approaches (either static or dynamic)

I Shrinkage approach [Schäfer & Strimmer 05].

I Partial order correlations
[Wille & Bühlmann 06, Castelo & Roverato 06, Lèbre 09].

I Penalized methods (lasso) in GGMs.
[Meinshausen & Bühlmann 06, Banerjee et al. 08, Ambroise et al. 09,
Charbonnier et al. 10]

I Model selection in GGMs [Giraud 08].



Graphs inference

Goodness of fit tests

I Validation of the putative edges is an important challenge
[Verzelen & Villers 09, Verzelen & Villers 10].

Some other challenges

I Integrated approaches to incorporate heterogeneous data.

I Removing the iid assumption on the microarrays
[Chiquet et al. 09].
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Some models

Some famous models

I Erdös Rényi random graph

I Degree distribution (power law, fixed degree sequence, etc)

I Preferential attachment

I . . .

Here, we are going to focus on ’mixture’ models.

I Stochastic block model or MixNet [Frank & Harary 82,
Holland et al. 83, Snijders & Nowicki 97, Daudin et al. 08].

I Community structures [Newman & Leicht 07].



MixNet (binary graphs)
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where π = (π1, . . . , πQ) group proportions. Zi is not
observed,

I Observations: edges indicator Xij , 1 ≤ i < j ≤ n,

I Conditional on the {Zi}’s, the random variables Xij are
independent B(pZiZj ).
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MixNet (weighted graphs)
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(Assumption: f has continuous cdf at zero).



MixNet properties

Model characteristics

I The random variables Xij are not independent.

I The distribution of {Zi}1≤i≤n conditional on {Xij}1≤i<j≤n is
not a product distribution. (1)
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Model characteristics

I The random variables Xij are not independent.

I The distribution of {Zi}1≤i≤n conditional on {Xij}1≤i<j≤n is
not a product distribution. (1)

Some results

I Identifiability results for the parameters
[Allman et al. 09, Allman et al. 10].

I Parameter estimation procedures:
exact EM approach is not possible because of (1).
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MixNet properties

Model characteristics

I The random variables Xij are not independent.

I The distribution of {Zi}1≤i≤n conditional on {Xij}1≤i<j≤n is
not a product distribution. (1)

Some results

I Identifiability results for the parameters
[Allman et al. 09, Allman et al. 10].

I Parameter estimation procedures:
variational EM [Daudin et al. 08, Picard et al. 09], variational
Bayes [Latouche et al. 09a], online variational EM
[Zanghi et al. 08], other methods [Ambroise & Matias 10] . . .

Remaining challenges

I Consistency of the MLE. Go to A. Celisse’s talk in session
’Graphes - Modèles graphiques’, 16:45-18:25 this afternoon !



Overlapping mixture models

Figure: Overlapping mixture model. Source: Palla et al., Nature, 2005.

Nodes may belong to many classes
[Latouche et al. 09b, Palla et al. 05]. Go to P. Latouche’s talk in
session ’Graphes - Modèles graphiques’, 16:45-18:25 this afternoon!
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Motifs

What is a motif?
There are many different definitions:

I Topological motifs
Ex: feed-forward loop

A B C



Motifs

What is a motif?
There are many different definitions:

I Topological motifs

I Colored motifs: The nodes are labeled with colors and a motif
is a multiset of colors.
Ex: motif {blue, blue, red, green} and two occurrences of this
motif



Motifs

What is a motif?
There are many different definitions:

I Topological motifs

I Colored motifs: The nodes are labeled with colors and a motif
is a multiset of colors.

Exceptional motifs

I Requires efficient algorithms that first enumerate and count
the number of occurrences of a pre-specified motif.

I Definition of a null model accounting for some of the network
characteristics.

I Evaluate the deviation from the null model.

[Matias et al. 06, Picard et al. 08, Schbath et al. 09, Birmelé 09].
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Clustering the nodes of a network

Probabilistic approach

I Using either MixNet or overlapping mixture models, one may
recover nodes groups.

I These groups reflect a common ’connectivity behaviour’.

Non probabilistic approach = community detection

I Many clustering methods try to group the nodes that belong
to the same clique.

I Here the nodes in the same groups tend to be connected with
each other.



Clustering the nodes of a network

Probabilistic approach

I Using either MixNet or overlapping mixture models, one may
recover nodes groups.

I These groups reflect a common ’connectivity behaviour’.

Non probabilistic approach = community detection

I Many clustering methods try to group the nodes that belong
to the same clique.

I Here the nodes in the same groups tend to be connected with
each other.



Major difference between probabilistic/non probabilistic
approach

Observation of

may lead to either

MixNet model Clustering based on cliques
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Challenges on evolution

I It is not clear what are the major forces underlying evolution
of biological networks (PINs, metabolic networks or gene
regulation networks).

I Comparative genomics is at the core of Bio-informatics. Can
we base comparisons on biological networks?

I Proposing probabilistic models of evolution may help
I Validate the main characteristics of those processes,
I Enable the comparison of networks across species.

Ex: Duplication-divergence models for the evolution of PINs
[Evlampiev & Isambert 07, Evlampiev & Isambert 08].



Merci de votre attention !
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Daudin, J.-J. and Robin, S.
Networks motifs: mean and variance for the count.
REVSTAT,4(1):31-51, 2006.
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